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BRR-SVR月降水量预测优化模型
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摘要：受多种因素影响，水文时间序列具有非平稳性。研究时间序列的传统模型如 ARMA 对数据的平稳性有较高

要求，不适用于非平稳水文时间序列的研究。近年来，机器学习算法越来越多地被应用于研究水文过程，本文将

支持向量机回归（SVR）和贝叶斯岭回归（BRR）应用于月降水量的预测。运用小波变换对降水数据进行分解和重

构，然后对各子序列进行相空间重构，运用校验数据从 SVR 和 BRR 中选取每个子序列上精度更高的模型，构建

耦合支持向量机回归和贝叶斯岭回归的 BRR-SVR 优化模型，并与单一的 BRR 模型和 SVR 模型加以对比。以北京

站、南京站和太湖流域 7 个雨量站为例，采用确定系数、平均绝对百分比误差和平均绝对误差 3 项指标评估各模

型的预测性能，以相对误差图探讨三类模型之间的差异，计算结果验证优化模型的有效性。

关键词：贝叶斯岭回归；支持向量机回归；小波变换；降水预测；优化模型

中图分类号：P333.6 文献标识码：A doi：10.13243/j.cnki.slxb.20190479

1 研究背景

受地形和气候等诸多因素影响，降水时间序列多由趋势项、周期项和随机项混合叠加而成，兼

有长短期变化规律［1］。传统的时间序列预测方法如简单平均法、指数平滑法等对数据的平稳性有较高

要求，不适用于预测非平稳水文时间序列。神经网络（ANN）方法常用于水文时间序列分析［2-5］，但在

设置复杂网络参数和结构的固定学习速率下，网络收敛速度较慢［3］，训练容易陷入局部最小值，导致

学习失败［4］，这些不足限制了 ANN 的应用。支持向量机回归（Support Vector Regression，SVR）也常用

于时间序列的研究［1，6-10］，SVR 遵循结构风险最小化原则［7］，其拓扑结构由支持向量决定，避免了拓扑

结构难以确定的问题［8］，最终化为求解线性约束的凸二次规划优化问题［11］，因此可得全局最优解。贝

叶斯岭回归（Bayesian Ridge Regression，BRR）方法假设参数服从高斯分布，在估计过程中自动引入正

则项，解决了过拟合问题［12］，且 BRR 适合解决小样本高维度问题，明显优于 ANN 方法。BRR 方法曾

被用于降水资料时间序列的构建，并体现一定的优越性［13］。

小波变换可将时间序列分解到不同的时间尺度，反映数据在不同分辨率水平上的变化规律［15］，

已被广泛用于水文过程的多尺度分析研究［15-18］。以往研究中，小波分解后的各子序列采用相同模型，

由于各序列的数据变化规律不同，在一些序列上 SVR 的精度较高，而 BRR 更适合另一些序列。本文

针对这一点，提出不同子序列采用不同模型进行回归，利用校验数据从 SVR 和 BRR 中选择对各子序

列预测精度更高的模型，构建 BRR-SVR 优化模型，根据国内外文献调研结果，该优化模型尚未用于

水文及其他领域的研究。相比于单一的 BRR 和 SVR 模型，BRR-SVR 模型能够充分利用小波变换的优

势，由于最终的预测结果是由不同序列的预测结果叠加而得，优化模型保证了每个子序列上的预测

误差最小，使得整体预测精度最大。
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2 基本方法

2.1 小波变换 小波是一种长度有限、平均值为零的波形。小波函数通过伸缩与平移变换形成灵活

可变的时频窗进行局部化分析［5］。小波变换分为连续小波变换和离散小波变换，水文序列多为观测

的离散值［17］，因此采用离散小波变换。设离散信号 f ( )n ⋅ Δt 为一个平方可积函数，其离散小波变

换为：

Wf ( )a，b = 1
( )a

2 Δtå
n = 1

N

f ( )n ⋅ Δt
- -- -- -- -- ----- -- -- --
Ψ æ
è

ö
ø
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式中： W f ( )a，b 为小波变换系数；a 为尺度因子； b为平移因子； Ψ ( )t 为小波母函数；
- -- ---
Ψ ( )t 为

Ψ ( )t 的复共轭函数；Δt为采样时间间隔；n为样本总数。

对原始序列 X，使用 Mallat 算法进行分解和重构，Mallat 算法是一种针对小波系数进行逐层分解

和重构的小波变换算法［19］。原序列经第一次分解得到一个低频序列 a1和高频序列 d1，之后的每层分

解均是将上一层的低频信号 aj-1分解成一个低频序列 aj和高频序列 dj，长度减半。对最大分解水平上

的低频序列 ak和各高频序列 dj（j=1，2，…，k）通过小波逆变换进行重构［5］，得到重构序列 Ak和 Dj（j=
1，2，…，k）。各重构序列的长度与原序列相等，原序列可由各重构序列叠加而得，对于序列 X有：

X = D1 + D2 +⋯ + Dk + Ak （2）
2.2 支持向量机回归（SVR） 支持向量机（SVM）是根据结构风险最小化原理提出的一种机器学习算

法，其基本思想是用核函数将原样本空间中的非线性回归转化为高维空间中的线性回归［9］。SVM 包

括支持向量机分类和支持向量机回归，SVR 的原理如下。

给定样本{ }( )xi，yi ， i = 1，2，⋯，m ∈ R n，m为样本个数，n为样本维度，回归函数为：

f ( )x = ω T ϕ ( )x + b （3）
式中： ϕ ( )x 为 R n 到高维特征空间的非线性映射；ω 为超平面的权值向量；b为偏置。

根据结构风险最小化原则，原问题转化为在式（5）所示的约束条件下由式（4）求出最小值：
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式中：常数 C为误差惩罚因子；m为样本容量； ξi、ξ *
i 为松弛变量；ε为不敏感损失系数。

引入拉格朗日乘子，可以得到上述优化问题的对偶问题：
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式中： αi 、 α *
i 、αj、α *

j 为拉格朗日乘子； K ( )xi，xj 为核函数。由于最后化为一个线性约束的凸优

化问题，所以解具有全局最优性和唯一性［20］。

2.3 贝叶斯岭回归（BRR） BRR 是以贝叶斯理论为基础的一种机器学习回归算法［21］。贝叶斯线性回

归的函数见式（8），其目的是求使得损失函数式（9）最小的参数向量分布。

y ( )x，ω = å
j = 0

n

ω j ψ j ( )x = ω T ψ ( )x （8）
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J ( )ω =å
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（9）
式中：n为样本空间维度；m为样本容量； ω 为参数向量； Ψ ( )x 为输入向量 x 的非线性函数，其中

Ψ0 ( )x = 1； ti 为 观 测 值 ，ti = y ( )xi，ω + ε，ε为 噪 声 ， 假 定 ε和ω 分 别 服 从 高 斯 分 布 N ( )0，σ 2
1 和

N ( )0，σ 2
2 ，则 t 是以 y ( )x，ω 为均值的高斯分布， t 的类条件概率密度函数为式（10）， ω 的先验

概率为式（11）：
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依据贝叶斯规则有：
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式中： p ( )|ω t 为后验概率； p ( )t 为与 ω 无关的常数；c为常数，先验概率对应岭回归中的 L2 正则

项，因此称为贝叶斯岭回归。

BRR 在估计过程中自动引入正则项，最终得到的是参数的后验分布，避免了极大似然估计中的

过拟合，得到更精确的参数估计。

3 模型构建

模型的构建分为数据预处理、模型的训练和校验，具体流程见图 1。在模型的校验阶段，需要评

价模型的预测性能，本文采用确定系数 R2、平均绝对百分比误差MAPE和平均绝对误差MAE这 3 项指

标作为评价模型性能的依据，计算公式如下：
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m
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式中： y i 为预测值； yi 为观测值； ȳ 为观测值的平均值；m为样本总数。R2越接近 1，预测值与实

测值越吻合，MAPE和MAE越小预测精度越高。

3.1 数据预处理 不同月份的降水数据存在极端值和较多噪音，波动频繁，经过中心化处理可避免

异常值和极端值的影响，减小误差，加快模型训练速度。中心化公式为：

xt =
xt - μ
σ

（15）
式中：xt为 t时刻降水量，mm； μ 为整个时序降水均值，mm；σ为对应的标准差。

对中心化处理后的数据进行小波分解和重构。本文选用 Daubechies 小波族的“db3”正交小波和

Mallat算法对数据做 5 层分解与重构，得到一组低频序列 A5和 5 组高频序列 Dj（j=1，2，…，5）。

为了适应支持向量机回归和贝叶斯岭回归的分析方式［22］，对各子序列进行相空间重构，将一维序列

转换为二维矩阵。将前m月的降水量作为输入，下个月的降水量作为输出。时间序列 { }xt， t = 1，2，⋯，n

经过相空间重构后可得样本： Xi = { }xi，xi + 1，⋯，xi + m - 1 ，Yi = xi + m ， i=1，2，…，n-m，样本量为

（n-m）。

对 6 组子序列做相同的相空间重构，将重构后的样本进行划分，按时间先后顺序分为训练数据、

校验数据和测试数据。训练数据用于模型学习历史数据的规律；校验数据用于参数的调整和选择最
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优模型；测试数据用于评估模型的预测性能。训练数据和校

验数据都参与了模型的构建，而测试数据对于模型是全新的

数据。

3.2 模型的训练和校验 由 2.1 节可知，最终的预测结果由 6
组子序列的预测结果叠加而得，若要整体的预测精度最大

化，需要对 6 组子序列分别建模，确保每个子模型的预测误

差最小。用校验数据选取最佳模型，以 R2、MAPE和MAE这 3
项指标来评估模型的精度，遵循少数服从多数的原则，当有

两项及以上指标的结果都说明一个模型的精度最高，该模型

即为最佳模型。分析发现，用 3项指标与仅用确定系数 R2得到

的结果基本一致，为了提升计算速率，仅用 R2作为评价指标。

3.2.1 BRR 模型 贝叶斯岭回归中主要的超参数有正则化参

数 α1 、 α2 和 λ1 、 λ2 ，设置 4 个超参数取值范围均为 {10-9，

10-8，…，10-1}，不同取值的超参数构成多组参数组合，用 6
组训练数据集在各种参数组合下训练模型，再用相应的校验数

据检验所有模型，以 R2为评价指标，R2最大时对应的参数组

合即为最佳参数，由此确定 6 个子序列对应的最佳 BRR 模型。

3.2.2 SVR 模型 支持向量机回归的主要超参数有 C、核函

数和多项式的阶数 degree，设置 C 的取值范围为 {0.1， 1，
10，50，100}，degree的取值范围为 {1，2，3，…，10}，核

函数的取值范围为 {‘rbf’，‘sigmoid’，‘poly’}。不同取值的

超参数构成多组参数组合。在各种参数组合下训练模型，用

校验数据检验所有模型，R2最大时对应的参数组合即为最佳

参数，由此确定 6 个子序列对应的最佳 SVR 模型。

3.2.3 BRR-SVR 模型 在 6 组子序列已经选取了对应的最佳

SVR 和 BRR 的基础上，比较每组 SVR 和 BRR 在对应的校验数

据上的表现，发现对于高频序列 D1、D4、D5和低频序列 A5，BRR 模型的精度往往高于 SVR，而在序

列 D2 和 D3 上，SVR 的精度更高。因此，BRR-SVR 的原理是，比较各序列对应的 BRR 子模型和 SVR
子模型在校验数据上的 R2值，以 R2值更大的模型作为最适合该序列的模型，得到 6 组子序列的最佳

模型，从而构建出 BRR-SVR 组合模型。由于 R2表示预测值与实测值的逼近程度，R2越大代表预测值

越接近真实值，因此选择 R2值更大的模型能够确保每个子序列的预测值更逼近真实值，以此达到优

化的效果。

4 实例分析

以北京站、南京站和 7 个太湖流域的雨量站 1951—2015 年间 660 个月的降水资料为例，研究

BRR 模型、SVR 模型和 BRR-SVR 模型对月降水量的预测性能。9 个雨量站的降水数据来源于中国气

象数据网 1951 年 1 月 1 日至 2015 年 12 月 31 日的无空缺日降水数据，日降水数据经过累加得到月降水

数据。对月降水数据做中心化处理和五级小波分解重构，得到 6 组子序列。对所有站点的数据，令

m=11，对各序列做相同的相空间重构，重构后每组样本容量为 649。为了保证能较好的训练，防止

模型对训练数据过拟合，将样本按时间顺序分为训练数据∶校验数据∶测试数据=529∶60∶60。以上过

程均通过 PC 机上的 Python3.7 编程实现。

4.1 模型参数校验及优化模型组合 根据 3.2 节中的方法对 SVR 模型和 BRR 模型进行校验，并选择

每组序列的最优模型。不同站点不同序列所对应的 SVR 模型超参数不同，受篇幅限制，本文只列出

图 1 BRR-SVR 模型流程图

R2

R2
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4.2 模型预测效果评价 利用校验后的模型对训练期的数据进行拟合，并对校验期和测试期的数据

进行预测，3 类模型对不同时期降水量的拟合和预测结果见表 3、表 4 和表 5。
由表 3 可知，对于训练数据，BRR-SVR 的拟合精度明显高于 BRR 和 SVR，综合 3 项指标来看，

SVR 对训练数据的拟合能力优于 BRR。由表 5 可知，对于测试数据，同样是 BRR-SVR 的预测精度更

高，但 BRR 的泛化能力总体上高于 SVR。对比训练数据和测试数据上的 R2值可知，SVR 的拟合精度

基本在 0.92 左右，而预测精度大多在 0.82 ~ 0.9 之间；BRR 的拟合精度和预测精度均在 0.9 左右。对

比 SVR 和 BRR 在训练数据和预测数据上的表现可知，BRR 的拟合能力稍逊于 SVR，但面对新数据，

BRR 的泛化能力反而更强。

对比表 4 和表 5 可知，模型对不同时期的预测精度差异不大。从 R2值上来看，BRR-SVR 大多高

于 0.89，BRR 略低于 BRR-SVR，对绝大多数站点，SVR 模型的精度低于 0.89，波动范围较大。从平

均绝对百分比误差上看，大体上 BRR-SVR<BRR<SVR，除了北京站大于 2，其他站点基本处于 0.2 ~ 0.6
之间。从平均绝对误差上看，总体满足 BRR-SVR<BRR<SVR，北京站的 MAE 值在 8.32 ~ 12.82 之

间，而其他站点的值处于 18 ~ 30 之间。由以上分析可知，3 类模型对北京站的预测效果与长江中下

游区域的水文站差异较大，北京市为国家重要的政治和经济中心，南京市为长江三角洲区域一体化

发展等多个国家战略交汇的中心城市，因此选择具有代表性的南京站和北京站做进一步阐述。

4.2.1 北京站预测效果分析 各模型对北京站 2011—2015 年间的月降水量预测效果见图 2，图中实

线为观测值，虚线为预测值。由图 2 可知，3 类模型都能较精确的预测下个月的降水量，从直观上

看，BRR 模型的逼近能力不如另外两类模型。

由表 5 可知，对于北京站， BRR-SVR 与 SVR 的 R2值均为 0.966，高于 BRR 的 0.932，从平均绝对

百分比误差来看，BRR-SVR 的精度最高，其次是 BRR，SVR 的预测精度最低。从平均绝对误差来

看，SVR 的精度略高于 BRR-SVR，两者均明显高于 BRR。由此可知，对于北京站，SVR 的预测精度

高于 BRR，而 BRR-SVR 模型的预测精度与 SVR 基本相同，并未体现明显的优越性。

4.2.2 南京站预测效果分析 3 类模型对南京站 2011—2015 年间月降水量的预测效果见图 3，由图 3

序列

D1
D2
D3
D4
D5
A5

北京

C

10
50
50
50
1

10

degree

1
1
2
2
2
1

kernel
rbf
rbf
rbf

sigmoid
rbf
rbf

南京

C

10
50
50
50
10
1

degree

2
2
2
2
2
2

kernel
rbf
rbf
rbf
rbf

sigmoid
sigmoid

表 1 北京站和南京站不同序列的 SVR 超参数取值

注：C为 SVR 参数中的惩罚因子；degree为多项式的阶数；kernel为核函数；rbf为径向基核函数；sigmoid 为 sigmoid 核函数。

子序列

D1
D2
D3
D4
D5
A5

北京

1
2
2
1
1
1

南京

1
2
2
1
1
1

溧阳

1
1
2
2
1
1

溧水

1
2
2
1
1
1

金坛

1
2
2
1
1
2

高淳

1
2
1
1
1
2

丹阳

1
2
2
1
1
1

湖州

1
2
1
2
1
2

安吉

1
2
2
1
1
1

表 2 各站点不同序列的模型组合（1-BRR 模型，2-SVR 模型）

北京站和南京站的 SVR 超参数取值（见表 1）。不同站点的 6 组子序列对应的 BRR 模型超参数几乎一

致，故统一设定为α1=10-3，α2=10-8，λ1=10-8，λ2=10-3。最后利用校验数据从最优 SVR 和 BRR 中筛选

出该序列的最优模型，各站点的模型组合见表 2。
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可见，3 类模型的预测值都能有效逼近观测值，基本捕捉到了南京站月降水量的变化规律。除了 2011
年 3 月、2011 年 8 月、2013 年 1 月、2013 年 12 月和 2015 年 3 月这几个点的预测值有直观上的差异

外，3 者在其他点的预测值没有明显差别。此外，3 类模型对汛期降水量的预测效果要比非汛期更

好，这对于城市的防洪建设极为重要。

由表 5 可知，对于南京站，BRR-SVR 模型的 R2更接近 1，平均绝对百分比误差和平均绝对误差

都比 SVR 和 BRR 小，可见 BRR-SVR 模型在南京站上更具优势。相比于 SVR，BRR 模型的 R2 更大，

平均绝对百分比误差更低，仅在平均绝对误差上表现次于 SVR，因此对于南京站，BRR 的预测性能

要优于 SVR。

4.2.3 北京站与南京站预测效果的对比 由 4.1 节中的分析可知，仅考虑 R2值和平均绝对误差的情况

下，3 类模型对北京站的预测精度高于长江中下游的水文站。以 BRR-SVR 模型为例，将北京站和南

京站的降水量置于同一纵坐标水平下（图 4），由图 4 可见，北京站每年 11 月至次年 2 月，月降水量曲

线十分逼近横坐标轴，这段期间降水量处于极低的水平，对应的 MAPE表达式（15）中的分母几乎为

指标

R2

MAPE

MAE

模型

BRR-SVR
BRR
SVR

BRR-SVR
BRR
SVR

BRR-SVR
BRR
SVR

北京

0.966
0.932
0.966
2.25
2.57
2.81
9.02

12.82
8.32

南京

0.938
0.912
0.911
0.41
0.54
0.59

17.31
22.96
22.33

溧阳

0.898
0.879
0.884
0.38
0.38
0.38

19.86
22.56
21.91

溧水

0.920
0.895
0.885
0.38
0.42
0.45

18.39
20.71
22.59

金坛

0.885
0.887
0.831
0.47
0.41
0.59

25.35
25.34
31.30

高淳

0.932
0.913
0.917
0.26
0.30
0.31

16.21
19.03
17.55

丹阳

0.879
0.900
0.787
0.51
0.52
0.79

24.75
23.22
31.50

湖州

0.883
0.847
0.824
0.35
0.40
0.39

19.26
21.92
24.60

安吉

0.866
0.858
0.829
0.33
0.33
0.37

24.33
24.98
26.92

表 5 测试期各站点 BRR-SVR、BRR 和 SVR 模型预测精度计算结果

指标

R2

MAPE

MAE

模型

BRR-SVR
BRR
SVR

BRR-SVR
BRR
SVR

BRR-SVR
BRR
SVR

北京

0.968
0.942
0.957
2.23
3.73
3.05
8.26

12.44
9.89

南京

0.945
0.900
0.853
0.94
0.63
0.98

13.21
18.54
18.24

溧阳

0.946
0.895
0.920
0.29
0.46
0.33

12.75
18.1

15.03

溧水

0.943
0.900
0.922
0.54
0.56
0.6

13.06
17.47
14.85

金坛

0.943
0.901
0.928
0.97
1.13
0.81

13.67
17.68
14.19

高淳

0.943
0.897
0.920
0.43
0.49
0.38

14.58
19.53
16.45

丹阳

0.945
0.897
0.917
0.58
0.67
0.69
13.1

18.24
15.4

湖州

0.955
0.887
0.921
1.43
1.44
1.83
11.7

18.42
14.68

安吉

0.949
0.897
0.926
1.51
1.07
1.14

13.81
18.66
15.34

表 3 训练期各站点 BRR-SVR、BRR 和 SVR 模型拟合精度计算结果

注：R2为确定系数；MAPE为平均绝对百分比误差；MAE为平均绝对误差。

指标

R2

MAPE

MAE

模型

BRR-SVR
BRR
SVR

BRR-SVR
BRR
SVR

BRR-SVR
BRR
SVR

北京

0.917
0.909
0.906
2.33
5.79
6.23

10.61
10.04
10.96

南京

0.910
0.899
0.819
0.49
0.57
0.90

21.33
20.03

29.321

溧阳

0.898
0.803
0.961
0.45
0.50
0.53

15.38
16.32
18.07

溧水

0.898
0.884
0.851
0.40
0.45
0.53

19.54
20.98
22.64

金坛

0.899
0.896
0.872
0.38
0.42
0.46

19.43
19.77
21.55

高淳

0.899
0.886
0.815
0.46
0.51
0.63

17.58
18.84
22.65

丹阳

0.898
0.904
0.854
0.36
0.40
0.52

19.58
20.84
24.52

湖州

0.882
0.874
0.83
0.38
0.38
0.41

17.46
18.38
20.49

安吉

0.876
0.870
0.816
0.39
0.38
0.36

21.92
22.3

26.91

表 4 校验期各站点 BRR-SVR、BRR 和 SVR 模型预测精度计算结果
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0，导致北京站的平均绝对百分比误差偏大。因此，不考虑MAPE指标的情况下，可以认为模型对北

京站的预测精度高于长江中下游。

4.3 讨论 本节以各模型对南京站的预测相对误差 || y i - yi yi 分布（图 5）为例，探讨 BRR-SVR 模型

的精度高于 BRR 和 SVR 的原因， y i 与yi分别表示各样本的预测值与观测值。由图 5 可见， BRR-SVR
的误差整体处于较低水平，其在某一点的误差值低于 SVR 和 BRR 或更接近两者中的较低值。如 2011
年 9 月，BRR 的误差接近 3，远高于 SVR，而 BRR-SVR 模型的误差更接近 SVR；2014 年 12 月，SVR
的误差高于 4，BRR 的误差也接近 1，而 BRR-SVR 模型的相对误差几乎为 0， 2011 年 4 月、2013 年 1
月和 12 月都有类似情况，这说明 BRR-SVR 模型能够对两类模型“取长补短”，使模型的预测误差整

体上维持较低的水平。

图 2 BRR-SVR、BRR 和 SVR 对北京站月降水量预测结果 图 3 BRR-SVR、BRR和 SVR对南京站月降水量预测结果
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图 4 BRR-SVR 模型对北京站和南京站预测效果

图 5 BRR-SVR、BRR 和 SVR 对南京站预测值相对误差
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5 结论与展望

本文构建了 BRR、SVR 和 BRR-SVR 优化模型，以北京站、南京站和太湖流域 7 个雨量站的数据
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来验证模型的性能，结论如下：（1）对文中所应用的各站点，BRR-SVR、BRR 和 SVR3 类模型都存在

对汛期降水量的预测效果比非汛期更好的特点；3 类模型对北京站的预测效果整体上优于对长江中下

游雨量站的预测效果。（2）对于北京站，训练阶段 BRR-SVR 为最优模型，测试阶段 BRR-SVR 的精度

与 SVR 基本相同，未体现明显优越性；SVR 的精度在训练阶段和测试阶段均高于 BRR。（3）对于长江

中下游雨量站，BRR-SVR 在训练阶段和测试阶段均为最优模型；BRR 对训练数据的拟合能力稍逊于

SVR，但对新数据的泛化能力强于 SVR。

整体上看，对于长江中下游雨量站，BRR-SVR 能够从 BRR 和 SVR 中选择最优模型，提升预测精

度；对于北京站，由于 SVR 和 BRR 的精度已经很高，故预测北京站降水使用单一 SVR 模型即可。本

文依据经验选取 Daubechies 小波为小波基，以后研究中将尝试用其他类型小波。另外，对北京站的

研究，若要得到更具代表性的结论，需要在以后的工作中获取更多站点的降水数据来验证。
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BRR-SVR optimization model for monthly precipitation prediction

HE Yuqi，WANG Dong，WANG Yuankun
（School of Earth Sciences and Engineering，Nanjing University，Nanjing 210023，China）

Abstract： Affected by many factors， the hydrological time series is non-stationary. Traditional models of
time series，such as ARAM， require data to be stable and not suitable for forecasting hydrological time se⁃
ries. In recent years， machine learning algorithms are increasingly used to study hydrological processes. In
this paper， Support Vector Regression （SVR） and Bayesian Ridge Regression （BRR） are applied to the
prediction of monthly precipitation. Wavelet transform is used to decompose and reconstruct precipitation da⁃
ta，and then phase space reconstruction is carried out for each sub-sequence. The model with higher preci⁃
sion on each sub-sequence is selected from SVR and BRR with verification data， so as to construct the
BRR-SVR optimization model and compare it with BRR and SVR models. Taking Beijing Station，Nanjing
Station and seven rain stations in Taihu River Basin as examples， the prediction performance of each mod⁃
el is evaluated by coefficient of determination， mean absolute percentage error and mean absolute error，
and the relative error graph is used to reveal the differences among the three models.The calculation results
verify the validity of the optimization model for Nanjing Station and Taihu River Basin.
Keywords：Bayesian Ridge Regression； Support Vector Regression；wavelet transform； precipitation predic⁃
tion；optimization model
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