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基于两阶段粒子群优化算法的新型逐步分解集成径流预测模型
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摘要：传统分解集成径流预测模型首先将整个径流序列分解成若干个子序列，再将这些子序列划分为训练期和验

证期进行建模，错误地将验证期内预报因子数据视作已知数据处理，难以应用于实际径流预报工作中。并且，这

类模型的预测结果仅为一个确定数值，难以描述由于径流序列随机性和波动性而导致的预测不确定性。为解决以

上问题，本文结合变分模态分解方法、支持向量机模型和核密度估计方法，提出了一种可同时进行点预测和区间

预测的新型逐步分解集成（ＶＭＤ－ＳＶＭ－ＫＤＥ）模型，并提出了一种两阶段粒子群优化（ＴＳＣＰＳＯ）算法来优化模型参

数。选用黄河流域月径流数据评估模型性能，研究结果表明：（１）ＶＭＤ－ＳＶＭ－ＫＤＥ模型将单一 ＳＶＭ－ＫＤＥ模型的

确定系数（Ｒ２）和纳什效率系数（ＮＳＥ）值由０．１４５～０．６３０提升至０．８７２～０．９２１，区间平均偏差（ＩＮＡＤ）值由０．０４６～９５．８４４

降低至 ０．００５～０．０３４，说明 ＶＭＤ－ＳＶＭ－ＫＤＥ模型显著改进了单一 ＳＶＭ－ＫＤＥ模型的点预测和区间预测性能；（２）相

较于一阶段 ＰＳＯ算法，ＴＳＣＰＳＯ优化算法将单一模型的 Ｒ２和 ＮＳＥ值由 ０．１４５～０．４８０提升至 ０．３０９～０．６３０，ＩＮＡＤ值

由 ４８．８１３～９５．８４４降低至 ０．０４６～０．１９５，将分解集成模型的 Ｒ２和 ＮＳＥ值由 ０．８７２～０．９１２提升至０．８７６～０．９２１，ＩＮＡＤ

值由 ０．００７～０．０３４降低至 ０．００５～０．０１４，说明 ＴＳＣＰＳＯ优化算法可以克服 ＳＶＭ的过拟合问题，并能提高单一模型

和分解集成模型的预测精度；（３）ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ有效解决了传统分解集成预测模型存在的错误使用验

证期内预报因子数据的问题，并在各站的 Ｒ２和 ＮＳＥ值均约为 ０．９，ＩＮＡＤ值的范围为 ０．００５～０．０１４，具有更高的点

预测和区间预测精度。文中模型可为优化径流预测模型和非平稳非线性水文序列预报提供新思路。

关键词：径流预测；区间预测；分解集成模型；两阶段粒子群优化算法；变分模态分解；支持向量机
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１　研究背景

径流预测可为各类涉水工程的规划设计、运行管理以及水资源管理提供依据。由于全球气候变化

和高强度人类活动的双重作用与影响，径流序列表现出复杂的非线性和非平稳性，加大了径流预报工

作难度
［１］
。

现有径流预测模型可分为过程驱动和数据驱动两大类。相比于过程驱动模型，数据驱动模型可操

作性强，无需考虑径流发生的物理机制，仅需对时间序列进行数学分析，建立输入变量和输出变量之

间的函数关系。近年来，机器学习因其强大的学习能力，在水文领域得到了长足的发展，并广泛应用

于径流预测工作中
［２－３］
。其中，支持向量机（Ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，ＳＶＭ）模型具备结构简单、容错性

强、能克服维数灾以及过拟合问题等优点，在大量径流预测研究中得到成功应用
［４－６］
。但由于径流序

列呈现出高度复杂的非平稳性、非线性和不确定性，单一预测模型的预测能力受限。耦合奇异谱分

析、集合经验模态分解、小波分解和变分模态分解（Ｖａｒｉａｔｉｏｎａｌｍｏｄａｌｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＶＭＤ）等数据分解
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方法与机器学习模型来建立分解集成模型可有效改进单一机器学习模型的预测精度
［７－９］
。其中，ＶＭＤ

方法能够控制中心频率混叠现象和噪声水平，更易于提高分解集成模型的预测性能
［１０－１２］

。

建立分解集成模型来提高径流预测精度已成为当前研究热点之一
［１３－１５］

。但是，这类模型首先将整

个径流序列分解成若干个子序列，再将这些子序列划分为训练期和验证期，这种先分解后划分法会导

致研究者在训练模型之前，提前使用了验证期数据，难以满足实际预报需求
［１６］
。对于单变量分解集成

模型，模型是将当期预测径流和前期径流作为预测模型的下一步预报因子，显然在验证模型的预测性

能时，当预测径流需要依靠预测模型预测。若将上述先分解后划分法用于构建单变量分解集成模型，

会导致验证期内的预报因子数据被视为已知数据处理。Ｄｕ等［１７］
和 Ｆａｎｇ等［１８］

对比分析了多种分解集

成水文预测模型的结果，发现将验证期内预报因子数据当作已知数据去构建分解集成模型会得到 “虚

假”的高精度预测结果。分解集成模型的正确构建过程需先将实测序列划分为训练期和验证期，再将

训练期数据进行分解建模，但其预测精度相对降低
［１９］
。为此，Ｆａｎｇ等［１８］

提出一种逐步分解采样技术

来构建正确的分解集成模型，以期提高正确分解集成模型的预测精度。该逐步分解采样技术可作为分

解集成模型的替代采样技术，但使用该技术构建的分解集成模型的预测精度依旧较低。因此，如何正

确构建能应用于现实径流预报工作中的较高精度分解集成径流预测模型尚需深入研究。

上述研究均旨在提高和改进模型的点预测性能，但点预测结果仅为一个确定数值，难以描述由于

径流序列随机性和波动性而导致的预测不确定性。把握未来径流数据的波动范围和预测的不确定性，

有助于研究者做出更加科学合理的分析、评估和决策。区间预测可通过参数或非参数密度估计方法估

计点预测误差的分布特性，进而构建一定置信水平下的预测区间，可在一定程度上体现预测的不确定

性。与参数估计模型相比，非参数核密度估计（Ｋｅｒｎｅｌｄｅｎｓｉｔｙｅｓｔｉｍａｔｉｏｎ，ＫＤＥ）方法不需提前假设误差
样本服从的分布函数，避免因误差分布选取错误导致出现较大预测误差问题

［２０］
。ＫＤＥ方法已广泛应

用于区间预测研究中，例如，Ｌｉ等［２１］
提出了基于分数阶灰色模型与 ＫＤＥ方法的混合模型，并将该模

型用于农业用水量预测，Ｇｕｏ等［２２］
构建了基于自激励自回归模型与 ＫＤＥ方法的地下水埋深区间预测

模型，王晓东等
［２３］
将分位数回归、长短记忆神经网络与 ＫＤＥ方法进行结合，构建了风电功率概率预测

模型。这些研究结果均表明，ＫＤＥ方法可通过结合适宜的点预测模型产生较高精度的区间预测结果。
本文提出一种可同时进行点预测和区间预测的 ＶＭＤ－ＳＶＭ－ＫＤＥ逐步分解集成模型，并提出两阶

段粒子群优化（ＴＳＣＰＳＯ）算法来优化模型参数。该模型可解决现有分解集成预测模型错误使用验证期
内预报因子数据的问题，并能提高分解集成模型的预测精度。ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型可有效解
决传统分解集成模型被错误开发和预测精度较低的问题，拓展该类模型在实际预报业务中的可应用性。

２　方法

２．１　变分模态分解方法　ＶＭＤ分解方法是一种新型自适应、完全非递归的数据分解方法［２４］
。该方法通

过搜索约束变分问题的最优解，将原始信号ｘ分解为一系列固有模态函数（Ｉｎｔｒｉｎｓｉｃｍｏｄｅｆｕｎｃｔｉｏｎｓ，ＩＭＦｓ）。

ｍｉｎｉｍｉｚｅ
｛μｋ，ωｋ｝∑

Ｋ

ｋ＝１
ｔ δ（ｔ）＋

ｊ
πｔ( )μｋ（ｔ）[ ]ｅ－ｊωｋｔ

２

２

ｓｕｂｊｅｃｔｔｏ∑
Ｋ

ｋ＝１
μｋ＝ｘ

（１）

式中：Ｋ为 ＩＭＦｓ的个数；｛μｋ（ｔ）｝＝｛μ１，μ２，…，μＫ｝为第 ｋ个模态分量；μｋ（ｔ）为第 ｋ个模态分量在
第ｔ时刻的值；｛ωｋ｝＝｛ω１，ω２，…，ωＫ｝为第ｋ个模态分量对应的中心频率；ｔ为时间；ｔ为函数对时
间 ｔ的一阶偏导数；δ（ｔ）为单位脉冲函数；ｊ为虚数单位；为卷积运算。

利用增广拉格朗日函数得到式（１）变分问题的最优解，如式（２）所示。

Ｌ（｛μｋ｝，｛ωｋ｝，λ）＝α∑
Ｋ

ｋ＝１
ｔ δ（ｔ）＋

ｊ
πｔ( )μｋ（ｔ）[ ]ｅ－ｊωｋｔ

２

２

＋ ｘ（ｔ）－∑
Ｋ

ｋ＝１
μｋ（ｔ）

２

２
＋

　　　　　　　　　 〈λ（ｔ），ｘ（ｔ）－∑
Ｋ

ｋ＝１
μｋ（ｔ）〉　　　　　　

（２）
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式中：α为二次惩罚因子；λ为拉格朗日乘子。λ（ｔ）为 λ在第 ｔ时刻的值；ｘ（ｔ）为 ｘ在第 ｔ时刻的值。
利用交替方向乘子迭代算法求解式（２）的鞍点。
２．２　支持向量机　ＳＶＭ模型建立在 ＶＣ维（Ｖａｐｎｉｋ－ＣｈｅｒｖｏｎｅｎｋｉｓＤｉｍｅｎｓｉｏｎ）理论的基础上，并基于结
构风险最小化原理求解分类和回归问题。假设一组给定的训练样本集：｛（ｘｉ，ｙｉ）｝

ｎ
ｉ＝１，其中 ｘｉ为第 ｉ个

输入向量，ｙｉ为输出值，ｎ为训练样本集的样本容量。ＳＶＭ回归函数为：
ｙ＝ｗφ（ｘ）＋ｂ （３）

式中：ｗ为权重向量；φ（ｘ）为映射函数；ｂ为偏置向量。
根据结构风险最小化原理，式（３）的求解可转化为求解以下最小化问题：

ｍｉｎＪ（ｗ，ｅ）＝
１
２
ｗ ２＋Ｃ∑

ｎ

ｉ＝１
ｅ２ｉ （４）

式中：Ｃ为惩罚因子；ｅ＝［ｅ１，ｅ２，…，ｅｎ］
Ｔ
为误差变量。

引入拉格朗日函数和对偶理论，并用核函数代替式（３）的映射函数，可得到：

ｆ（ｘ）＝∑
ｎ

ｉ＝１
（αｉ－α


ｉ）Ｋ１（ｘｉ，ｘ）＋ｂ （５）

式中：αｉ和 α

ｉ为拉格朗日乘子；Ｋ１（·）为核函数。

核函数的选取对 ＳＶＭ的计算精度至关重要。常用的核函数有线性核函数、多项式核函数、径向
基（ＲａｄｉａｌＢａｓｉｓＦｕｎｃｔｉｏｎ，ＲＢＦ）核函数和 Ｓｉｇｍｏｉｄ函数。ＲＢＦ核函数对于大小样本都具有较高的计算精
度，学习能力强，参数也相对较少。因此，本文选用 ＲＢＦ核函数，如式（６）所示。

Ｋ１（ｘｉ，ｘ）＝ｅｘｐ（－γｘｉ－ｘ
２
） （６）

式中 γ为 ＲＢＦ核函数参数。
因此，对于 ＳＶＭ模型，主要的待求参数有惩罚因子 Ｃ和核函数参数 γ。

２．３　核密度估计　ＫＤＥ是一种非参数估计方法，可直接计算样本的概率密度，无需事先假设其分布。
对于一组样本数据｛ｘｊ｝

Ｎ
ｊ＝１，ＫＤＥ的表达式为：

ｆ^（ｘ）＝
１
Ｎｈ∑

Ｎ

ｊ＝１
Ｋ２
ｘ－ｘｊ
ｈ( ) （７）

式中：Ｎ为样本长度；ｈ为带宽；Ｋ２（·）为核函数。
核函数和带宽的选择对 ＫＤＥ计算影响较大。本文选用高斯核函数，公式为：

Ｋ２
ｘ－ｘｊ
ｈ( )＝ １

　２槡π
ｅｘｐ－

（ｘ－ｘｊ）
２

２ｈ２( ) （８）

对应的带宽公式为：

ｈ＝１．０６ＳＮ－
１
２ （９）

式中 Ｓ为样本的标准差。

３　模型构建

本文提出的 ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型的总体框架如图 １所示。基于 ＴＳＣＰＳＯ优化算法的
ＶＭＤ－ＳＶＭ－ＫＤＥ逐步分解集成（ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ）模型的构建步骤包括以下两步。第一步，
根据 ＶＭＤ－ＳＶＭ模型获取点预测结果。具体步骤为：将径流序列划分为率定期、测试期和验证期，使
用 ＶＭＤ方法逐步分解率定期和测试期的径流序列获得子序列，根据这些子序列确定 ＳＶＭ模型的输入
输出序列，并用 ＴＳＣＰＳＯ优化算法综合求解 ＶＭＤ－ＳＶＭ模型的未知参数，最后，根据 ＶＭＤ－ＳＶＭ模型
计算点预测值。第二步，根据点预测误差，采用 ＫＤＥ方法计算区间预测结果。ＶＭＤ－ＳＶＭ－ＫＤＥ－

ＴＳＣＰＳＯ模型的具体构建步骤如下。
３．１　数据划分　首先，将径流序列 ｘ（ｔ）（ｔ＝１，２，…，Ｎ）划分为训练期 ｘＴ（ｔ）（ｔ＝１，２，…，Ｔ）和验
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证期 ｘｖ（ｔ）（ｔ＝Ｔ＋１，Ｔ＋２，…，Ｎ），其中 Ｎ为整个径流序列长度 ｘ（ｔ）的长度，Ｔ为训练期序列 ｘＴ（ｔ）的
长度。为防止模型过拟合，进一步将训练期 ｘＴ（ｔ）划分为率定期 ｘｃ（ｔ）（ｔ＝１，２，…，ｃ）和测试期 ｘｔ（ｔ）
（ｔ＝ｃ＋１，ｃ＋２，…，Ｔ），其中 ｃ为率定期序列 ｘｃ（ｔ）的长度。率定期、测试期和验证期径流序列长度依
次占整个数据的比例为 ６０％、２０％和 ２０％。

图 １　ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型框架

３．２　模型训练　模型的输入输出对于模型的训练来说至关重要。对于采样 ｋ，令 ｋ的初始值为 Ｌ＋１，
应用 ＶＭＤ分解方法将径流序列子集 ｘＴ（ｔ）（ｔ＝１，２，…，ｋ）分解为 Ｋ个子序列｛Ｓ１（ｔ）｝，｛Ｓ２（ｔ）｝，…，
｛ＳＫ（ｔ）｝（ｔ＝１，２，…，ｋ），其中｛Ｓｉ（ｔ）｝（ｉ＝１，２，…，ｋ）代表第 ｉ个子序列｛Ｓｉ１，Ｓｉ２，…，Ｓｉｋ｝。子序
列第 ｋ列之前的前 Ｌ列序列｛Ｓｉ（ｋ－Ｌ）｝，｛Ｓｉ（ｋ－Ｌ＋１）｝，…，｛Ｓｉ（ｋ－１）｝（ｉ＝１，２，…，Ｋ）作为单个 ＳＶＭ模型
的输入变量，子序列的第 ｋ列序列｛Ｓｉｋ｝（ｉ＝１，２，…，ｋ）作为单个 ＳＶＭ模型的输出变量，其中
｛Ｓｉ（ｔ）｝（ｔ＝ｋ－Ｌ，ｋ－Ｌ＋１，…，ｋ）代表第 ｔ列序列｛Ｓ１（ｔ），Ｓ２（ｔ），…，Ｓｋ（ｔ）｝。以上的输入输出用来训
练 ＳＶＭ模型的惩罚因子 Ｃ和核函数 γ。将元素｛Ｓｉ（ｋ－Ｌ＋１）｝，｛Ｓｉ（ｋ－Ｌ＋２）｝，…，｛Ｓｉ（ｋ）｝（ｉ＝１，２，…，Ｋ）

作为训练好的 ＳＶＭ模型的预测因子，用来求出子序列第 ｋ＋１列的预测值｛Ｓｆ１（ｋ＋１），Ｓ
ｆ
２（ｋ＋１），…，

ＳｆＫ（ｋ＋１）｝，累加该值得到第 ｋ＋１的预测值 ｘ
ｆ
（ｋ＋１）。令 ｋ＝ｋ＋１，重复以上步骤，直至 ｋ＝Ｔ－１，依次得到

率定期预测结果｛ｘｆｃ（ｔ）｝（ｔ＝Ｌ＋２，Ｌ＋３，…，ｃ）以及测试期预测结果｛ｘ
ｆ
ｔ（ｔ）｝（ｔ＝ｃ＋１，ｃ＋２，…，Ｔ）。

为消除量纲单位不同造成的影响，同时提高模型的训练和收敛速度，对输入、输出和预测样本数据采

取的归一化处理，如式（１０）所示。

ｘｎｏｒｍ（ｔ）＝
ｘ（ｔ）－ｘｍｉｎ
ｘｍａｘ－ｘｍｉｎ

（１０）

式中：ｘｎｏｒｍ为样本的归一化结果；ｘｍｉｎ和 ｘｍａｘ分别为样本的最小值和最大值。
因此，在 ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型中，待求的未知参数分别为：模型输入序列的长度 Ｌ、

ＶＭＤ算法的分解个数 Ｋ、ＳＶＭ模型的惩罚因子 Ｃ和核函数参数 γ。其中，模型输入序列的长度 Ｌ和
ＶＭＤ的分解个数 Ｋ影响模型的输入和输出，这对模型的确定至关重要。一般情况下，ＶＭＤ的分解个
数由试错法确定，序列的输入长度 Ｌ通过自相关分析和偏相关分析等方法确定。ＳＶＭ模型的惩罚因子
Ｃ和核函数参数 γ都是由智能优化算法优化确定。为了简化现有模型对所有未知参数推求的复杂性，
本文提出 ＴＳＣＰＳＯ优化算法可以在一个目标下同时对混合模型的 ４个未知参数（Ｌ，Ｋ，Ｃ，γ）进行寻
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优。首先，根据以上计算得到的率定期预测结果｛ｘｆｃ（ｔ）｝（ｔ＝Ｌ＋２，Ｌ＋３，…，ｃ）以及测试期预测结果

ｘｆｔ（ｔ）（ｔ＝ｃ＋１，ｃ＋２，…，Ｔ），分别计算率定期的均方误差（ＲＭＳＥ
ｃ
）和测试期的均方根误差（ＲＭＳＥｔ），

然后，应用 ＰＳＯ优化算法搜寻当 ＲＭＳＥｃ和 ＲＭＳＥｔ中的最大值取得最小值时的待求参数。ＴＳＣＰＳＯ算法
适应度函数的计算公式为：

ｍｉｎｉｍｉｚｅ
Ｌ，Ｋ，Ｃ，γ｛ｍａｘｉｍｉｚｅ（ＲＭＳＥ

ｃ
，ＲＭＳＥｔ）｝ （１１）

求出未知参数（Ｌ，Ｋ，Ｃ，γ）后，保存训练好的分解集成模型等待预测。
３．３　模型预测　令ｋ＝Ｔ，重复３．２小节中的分解步骤，直至 ｋ＝Ｎ－１。不同于训练期的是，只需将预测
因子输入训练好的混合模型中，然后获得验证期的所有预测值，也就是点预测值。

区间预测的构建步骤为：首先计算训练期的误差，然后根据 ＫＤＥ方法计算误差的概率密度函数，
并积分得到相应的累积密度函数，据此获取一定置信水平 ａ的分位数值Ｆ１－（１－ａ）?２（ｔ）和Ｆ（１－ａ）?２（ｔ），最后
根据式（１２）可得预测区间［ｘｌｏｗ（ｔ），ｘｕｐ（ｔ）］。

ｘｕｐ（ｔ）＝ｘ
ｆ
（ｔ）＋Ｆ１－（１－ａ）?２（ｔ）

ｘｌｏｗ（ｔ）＝ｘ
ｆ
（ｔ）＋Ｆ（１－ａ）?２（ｔ）{ （１２）

式中：ｘｌｏｗ（ｔ）和 ｘｕｐ（ｔ）分别为 ｔ时刻预测区间的下限和上限；Ｆ１－（１－ａ）?２（ｔ）和 Ｆ（１－ａ）?２（ｔ）为累积密度函数
的分位数；给定的置信水平 ａ也称为名义置信水平。
３．４　模型评价　为了验证 ＶＭＤ－ＳＶＭ－ＫＤＥ模型的预测优势，将 ＶＭＤ－ＳＶＭ－ＫＤＥ与 ＳＶＭ－ＫＤＥ模型进
行比较。同样，为了验证 ＴＳＣＰＳＯ优化算法的优势，将 ＴＳＣＰＳＯ算法与传统的一阶段 ＰＳＯ优化算法进
行比较，传统 ＰＳＯ算法没有将训练期进一步划分为率定期和测试期。具体地，首先将 ＰＳＯ优化的
ＳＶＭ（ＳＶＭ－ＰＳＯ）模型、ＴＳＣＰＳＯ优化的 ＳＶＭ（ＳＶＭ－ＴＳＣＰＳＯ）模型、ＰＳＯ优化的 ＶＭＤ－ＳＶＭ（ＶＭＤ－ＳＶＭ－

ＰＳＯ）模型以及 ＴＳＣＰＳＯ优化的 ＶＭＤ－ＳＶＭ（ＶＭＤ－ＳＶＭ－ＴＳＣＰＳＯ）模型进行对比，分析评价模型的点预
测性能。然后将 ＰＳＯ优化的 ＳＶＭ－ＫＤＥ（ＳＶＭ－ＫＤＥ－ＰＳＯ）模型、ＴＳＣＰＳＯ优化的 ＳＶＭ－ＫＤＥ（ＳＶＭ－ＫＤＥ－

ＴＳＣＰＳＯ）模型、ＰＳＯ优化的 ＶＭＤ－ＳＶＭ－ＫＤＥ（ＶＭＤ－ＳＶＭ－ＫＤＥ－ＰＳＯ）模型以及 ＴＳＣＰＳＯ优化的 ＶＭＤ－

ＳＶＭ－ＫＤＥ（ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ）模型进行对比，分析评价模型的区间预测性能。
模型的点预测性能均由平均相对误差（ＭＡＥ）、最大均方根误差（ＲＭＳＥ）、确定系数（Ｒ２）和纳什效

率系数（ＮＳＥ）４个误差指标进行评估。ＭＡＥ和 ＲＭＳＥ越小且 Ｒ２和 ＮＳＥ越大，表示模型的点预测性能越
好。区间预测性能由预测区间覆盖率（ＰＩＣＰ）、预测区间平均宽度（ＰＩＮＡＷ）和区间平均偏差（ＩＮＡＤ）３
个误差指标进行评估

［２５］
。ＰＩＣＰ小于预测区间名义置信水平时，说明区间预测结果不可信。在ＰＩＣＰ达

到预测区间名义置信水平的前提下，ＰＩＣＰ越大且 ＰＩＮＡＷ越小代表区间预测性能越好。当不同模型的
ＰＩＣＰ和 ＰＩＮＡＷ值相差不大时，可用 ＩＮＡＤ进行比较择优。ＩＮＡＤ越小代表模型性能越好。

４　实例应用

４．１　数据分析　为验证文中模型的适用性，选取黄河流域民和、兰州、白马寺和黑石关 ４个水文站的
月径流数据进行预报模型研究。各水文站月径流数据资料均来源于水利部黄河水利委员会，其统计特

征如表 １所示。由表 １可知，兰州站的月径流量均值依次小于民和站、黑石关站和白马寺站，离差系
数依次大于民和站、黑石关站和白马寺站。各水文站月径流数据的偏度系数均为正数，民和、兰州和

白马寺 ３站月径流数据的峰度系数均小于 ３，表明曲线峰值比正态分布低，而黑石关站的峰度系数大
于 ３，表明曲线峰值比正态分布高。按照整个径流序列长度的 ６０％、２０％和 ２０％及时间先后顺序依次
划分率定期、测试期和验证期。因此，民和、兰州和黑石关 ３站的率定期长度为 ３０ａ，白马寺站率定
期长度为 ３１ａ，测试期和验证期长度均为 １０ａ。
４．２　模型的点预测结果　将 ＳＶＭ－ＰＳＯ、ＳＶＭ－ＴＳＣＰＳＯ、ＶＭＤ－ＳＶＭ－ＰＳＯ和 ＶＭＤ－ＳＶＭ－ＴＳＣＰＳＯ这 ４
种模型分别记为模型 １、模型 ２、模型 ３和模型 ４，表 ２为以上模型的参数识别结果。由表 ２可知，各
站 ＳＶＭ模型参数 Ｃ和 γ以及模型的输入参数 Ｌ随着模型种类变化。对于模型的输入参数 Ｌ，模型 １在
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表 １　月径流数据的统计特征

水文站 起止年份 时长?ａ 均值×１０８?ｍ３ 标准差×１０８?ｍ３ 离差系数 偏度系数 峰度系数

民和 １９６１—２０１０ ５０ ２８．８６７ ３３．２２８ １．１５１ １．４５５ ２．１７９

兰州 １９６１—２０１０ ５０ ２４．８６１ ２９．８６２ １．２０１ １．５９１ ２．４５７

白马寺 １９５５—２００５ ５１ ４８．１８５ ５２．９８４ １．１００ １．５８５ ２．２９３

黑石关 １９６１—２０１０ ５０ ４７．７８３ ５４．３７２ １．１３８ ２．００１ ５．８０８

各站中的识别结果均为 １０，模型 ２在民和、兰州和黑石关站的识别结果分别为 ８０、６９和 ９４，模型 ３
在兰州站的识别结果为 １８，模型 ４在黑石关站的识别结果为 ５０。除此之外，其余结果都大于 １００。对
于 ＶＭＤ分解个数的识别结果，除了模型 ４在兰州站为 ５之外，其他均为 ４。

表 ２　模型参数结果

水文站
模型 １ 模型 ２ 模型 ３ 模型 ４

Ｃ γ Ｌ Ｃ γ Ｌ Ｃ γ Ｌ Ｋ Ｃ γ Ｌ Ｋ

民和 １１．４５９ １５．５３３ １０ １０．７５７ ０．１６０ ８０ １６ １６ １２１ ４ １６ １６ ３５８ ４

兰州 ７．５４８ １４．７３５ １０ ５．５７４ ０．２７９ ６９ １．６９３ ０．０６３ １８ ４ １６ １６ ３５４ ５

白马寺 ３．２１１ １１．９９１ １０ ０．３２５ ０．０６３ ２２１ １６ ０．９４５ ２７５ ４ １６ １．１２８ ２６４ ４

黑石关 １４．５８４ １５．９５０ １０ ６．４７３ ０．４７７ ９４ １６ ０．６６０ ３５８ ４ １６ １６ ５０ ４

表 ３列出了各模型在训练期和验证期点预测性能的评价结果。在整个训练期，民和站各模型拟合
精度由高至低依次为：模型 １、模型 ３、模型 ４、模型 ２；兰州站各模型拟合精度由高至低依次为：模
型 １、模型 ２、模型 ４、模型 ３；白马寺站各模型拟合精度由高至低依次为：模型 １、模型 ４、模型 ３、
模型 ２；黑石关站各模型拟合精度由高至低依次为：模型 １、模型 ３、模型 ２、模型 ４。由此可见，研
究区各站均是模型 １的拟合性能最优，且模型 １的 Ｒ２和 ＮＳＥ值均接近于 １，ＭＡＥ和 ＲＭＳＥ值也非常
小，而其余三种模型的拟合性能在研究区水文站点表现各不相同。进一步比较两种单一模型的拟合性

能发现，对于各站径流序列均是模型 １的拟合性能优于模型 ２。对比混合模型的拟合性能发现，对于
民和和黑石关站，模型 ３优于模型 ４，而在兰州和白马寺两站，模型 ４的拟合性能则优于模型 ３。

表 ３　各模型在训练期和验证期的点预测评价结果

水文站 模型
训练期 验证期

ＭＡＥ ＲＭＳＥ Ｒ２ ＮＳＥ ＭＡＥ ＲＭＳＥ Ｒ２ ＮＳＥ

民和

模型 １ ０．０７７ ０．０７９ ０．９９９ ０．９９９ １８．６５３ ２５．２３８ ０．２６７ ０．２６５

模型 ２ ４．２９１ １１．０２３ ０．８８７ ０．８８７ １３．９７０ ２１．４６９ ０．５２０ ０．４６８

模型 ３ ６．９１５ ９．７６８ ０．９０９ ０．９０７ ７．７７０ １０．５４４ ０．８７４ ０．８７２

模型 ４ ８．４５２ １１．２９２ ０．９０２ ０．８９８ ７．５９９ １０．３７７ ０．８７９ ０．８７６

兰州

模型 １ ０．０７５ ０．０７７ ０．９９９ ０．９９９ １７．８３８ ２２．５０８ ０．２００ ０．１５０

模型 ２ ３．７９５ ９．６８９ ０．９０４ ０．９０２ １４．６５７ ２０．２９５ ０．４１９ ０．３０９

模型 ３ ７．７６３ １０．４６４ ０．８９２ ０．８８６ ６．９３８ ８．６９４ ０．８７３ ０．８７３

模型 ４ ７．４１０ １０．１６６ ０．９０１ ０．８９６ ５．５４５ ７．８４５ ０．９０５ ０．８９７

白马寺

模型 １ ０．１４０ ０．１４３ ０．９９９ ０．９９９ ３８．９６４ ４９．４３７ ０．１４８ ０．１４５

模型 ２ １４．６４０ ２７．３９７ ０．７４０ ０．７０６ ２６．２６０ ３８．３１７ ０．５１８ ０．４８６

模型 ３ １１．０２７ １４．５４２ ０．９０７ ０．９０６ １４．０９８ １８．７２０ ０．８７９ ０．８７７

模型 ４ １０．９２９ １４．５３５ ０．９０９ ０．９０８ １４．０５５ １８．６５６ ０．８８０ ０．８７８

黑石关

模型 １ ０．２１３ ０．２１８ ０．９９９ ０．９９９ ３０．９２１ ３９．３３７ ０．４８０ ０．４４４

模型 ２ ７．７２５ １９．５１７ ０．８８３ ０．８８２ ２３．１０２ ３２．５５３ ０．６３０ ０．６１９

模型 ３ １３．３１３ １７．４６０ ０．８８７ ０．８８５ １２．１６７ １５．８３７ ０．９１２ ０．９１０

模型 ４ １３．２２３ ２０．０１０ ０．８７３ ０．８６８ １１．４９２ １５．４６９ ０．９２１ ０．９１４
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　　表 ４为 ＴＳＣＰＳＯ优化模型在率定期和测试期的模型精度评价结果。在率定期，模型 ２在民和、兰
州和黑石关三站均优于模型 ４，而白马寺站则相反。模型 ２在民和、兰州和黑石关站的 Ｒ２和 ＮＳＥ值均
接近１，且ＭＡＥ和ＲＭＳＥ值较低。在测试期，模型４在各站的性能均优于模型２。而在训练期，模型４
在民和和白马寺两站均优于模型 ２，而在兰州和黑石关站则相反，表明 ＴＳＣＰＳＯ优化模型（模型 ２和模
型 ４）在率定期、测试期和训练期对于各站的性能表现存在差异。

表 ４　ＴＳＣＰＳＯ优化模型（模型 ２和模型 ４）在率定期和测试期的评定结果

水文站 模型
率定期 测试期

ＭＡＥ ＲＭＳＥ Ｒ２ ＮＳＥ ＭＡＥ ＲＭＳＥ Ｒ２ ＮＳＥ

民和
模型 ２ ０．０８１ ０．０８３ ０．９９９ ０．９９９ １４．１１６ ２０．１２５ ０．６８７ ０．６７９

模型 ４ ８．９５４ １０．１２８ ０．５８４ ０．３３１ ８．４４０ １１．３１９ ０．９０４ ０．８９９

兰州
模型 ２ ０．０７９ ０．０８１ ０．９９９ ０．９９９ １２．８０５ １７．９３１ ０．６８２ ０．６７０

模型 ４ ５．０９２ ６．７１８ ０．９７０ ０．９６７ ７．５４５ １０．３３２ ０．８９５ ０．８９０

白马寺
模型 ２ ８．０５０ ２３．６４０ ０．８９６ ０．８１９ ２２．９３３ ３１．４９５ ０．４６４ ０．４６４

模型 ４ １０．５２０ １４．７６０ ０．９２２ ０．９２１ １１．３００ １４．３２７ ０．８９１ ０．８８９

黑石关
模型 ２ ０．２１２ ０．２１８ ０．９９９ ０．９９９ ２４．３７７ ３５．００２ ０．５４５ ０．５４３

模型 ４ １３．０９７ ２０．６２５ ０．８７３ ０．８６５ １３．５４７ １８．３１８ ０．８９３ ０．８７５

为更好分析各模型在验证期的预测性能，图 ２展示了实测值和预测值的散点图，图中黑色线条和
红色线条分别代表 １∶１线和线性拟合线。对比模型 １和模型 ２在验证期各站预测结果可知，模型 ２的
散点分布较 １∶１线更紧凑，线性拟合线偏离 １∶１线也更近，ＭＡＥ和 ＲＭＳＥ值更小，Ｒ２和 ＮＳＥ值更大，
且模型 ２将模型 １的 ＭＡＥ值由 １７．８３８～３８．９６４降低至 １３．９７０～２６．２６０，ＲＭＳＥ值由 ２２．０５８～４９．４３７降低
至２０．２９５～３８．３１７，Ｒ２和 ＮＳＥ值由０．１４５～０．４８０提升至０．３０９～０．６３０，表明 ＴＳＣＰＳＯ优化的 ＳＶＭ模型性
能优于普通 ＰＳＯ优化的 ＳＶＭ模型。对比模型 ３和模型 ４的预测结果可知，模型 ４将模型 ３的 ＭＡＥ值
由 ６．９３８～１４．０９８降低至 ５．５４５～１４．０５５，ＲＭＳＥ值由 ８．６９４～１８．７２０降低至 ７．８４５～１８．６５６，Ｒ２和 ＮＳＥ值
由 ０．８７２～０．９１２提升至 ０．８７６～０．９２１，表明 ＴＳＣＰＳＯ优化的 ＶＭＤ－ＳＶＭ模型性能优于普通 ＰＳＯ优化的
ＶＭＤ－ＳＶＭ模型。以上结果表明相较于普通 ＰＳＯ算法，ＴＳＣＰＳＯ算法可以提高单一模型和分解集成模
型的点预测精度。与两种单一模型（模型 １和模型 ２）相比，混合模型（模型 ３和模型 ４）在各站均表现
出更高的 ＮＳＥ和 Ｒ２值及更低的 ＭＡＥ和 ＲＭＳＥ值，且混合模型将各站单一模型的 ＭＡＥ值由 １３．９７０～
３８．９６４降低至 ５．５４５～１４．０９８，ＲＭＳＥ值由 ２０．２９５～４９．４３７降低至 ７．８４５～１８．７２０，Ｒ２和 ＮＳＥ值由 ０．１４５～
０．６３０提升至 ０．８７２～０．９２１。

从图 ２可以进一步看出，两种单一模型的散点分布分散，散点拟合线偏离 １∶１线较远，表明模型
的整体预测能力较差，尤其是对极值的预测能力。而两种混合模型的散点分布集中，拟合线距离 １∶１
线较近，整体预测与极值的预测结果均表现较好，表明混合模型较单一模型的预测性能有较大提升。

整体来看，各模型预测性能由高至低依次为：模型 ４、模型 ３、模型 ２、模型 １；其中，模型 ４在各站
的预测精度最高，Ｒ２和 ＮＳＥ值均为 ０．９。

分析模型在训练期和验证期性能可知：模型 １对训练期径流数据拟合度较高，误差较小，但该模
型在验证期的预测精度较低，表明模型存在过拟合问题。模型 ２在训练期的拟合性能较差，但验证期
的预测精度却优于模型 １，而模型 ３和模型 ４的预测精度也表现出类似的规律，表明相比 ＰＳＯ算法，
ＴＳＣＰＳＯ算法可以改善模型过拟合问题，进而提高模型的预测性能。
４．３　模型的区间预测结果　表 ５列出了各模型在 ９０％置信水平下的区间预测评价结果。图 ３进一步给
出了模型的点预测和区间预测结果，图中蓝色散点代表实测径流值，黑色线条代表预测值，灰色区间

为预测区间。
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图 ２　各站径流序列的预测结果散点图

表 ５　各模型的区间预测性能评价结果

水文站
ＳＶＭ－ＫＤＥ－ＰＳＯ ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ ＶＭＤ－ＳＶＭ－ＫＤＥ－ＰＳＯ ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ

ＰＩＣＰ ＰＩＮＡＷ ＩＮＡＤ ＰＩＣＰ ＰＩＮＡＷ ＩＮＡＤ ＰＩＣＰ ＰＩＮＡＷ ＩＮＡＤ ＰＩＣＰ ＰＩＮＡＷ ＩＮＡＤ

民和 ０．００８ ０．００２ ７１．９８０ ０．７０８ ０．２９４ ０．１１９ ０．９００ ０．２６９ ０．０１７ ０．９４２ ０．３１１ ０．００９

兰州 ０．０１７ ０．００２ ８０．７５７ ０．６７５ ０．２２９ ０．１９５ ０．９５０ ０．２９３ ０．００７ ０．９５８ ０．３０２ ０．００５

白马寺 ０ ０．００２ ９５．８４４ ０．７９２ ０．４２６ ０．０４６ ０．８１７ ０．２２２ ０．０３４ ０．９０８ ０．２９７ ０．０１４

黑石关 ０．００８ ０．００３ ４８．８１３ ０．７３３ ０．２２７ ０．１２７ ０．９０８ ０．２４９ ０．００９ ０．９６７ ０．２７０ ０．００６

对于单一模型，ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型的 ＰＩＣＰ值远大于 ＳＶＭ－ＫＤＥ－ＰＳＯ模型，而 ＰＩＣＰ均小于
名义置信水平，表明单一模型的区间预测结果不可信。对于混合模型，仅 ＶＭＤ－ＳＶＭ－ＫＤＥ－ＰＳＯ模型
在白马寺站的 ＰＩＣＰ值小于名义置信水平，其区间预测结果不可信，而其余 ＰＩＣＰ值均达到名义置信水
平，且混合模型的 ＰＩＣＰ值均大于单一模型，说明混合模型提高了单一模型的区间预测覆盖率，且混
合模型将单一模型的 ＩＮＡＤ值由 ０．０４６～９５．８４４降低至 ０．００５～０．０３４。对比混合模型的 ＰＩＣＰ和 ＰＩＮＡＷ
值可知，ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型的 ＰＩＣＰ和 ＰＩＮＡＷ值均大于 ＶＭＤ－ＳＶＭ－ＫＤＥ－ＰＳＯ模型，表明
ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型的覆盖率略高于 ＶＭＤ－ＳＶＭ－ＫＤＥ－ＰＳＯ模型，但区间宽度却略宽于
ＶＭＤ－ＳＶＭ－ＫＤＥ－ＰＳＯ模型。由此可见，两种模型的区间预测性能相近。进一步比较混合模型的 ＩＮＡＤ
值可知，ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型在各站的 ＩＮＡＤ值均为最小，范围为 ０．００５～０．０１４，说明 ＶＭＤ－
ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型的区间预测结果最优。

以上分析结果也表明：相较于传统的一阶段 ＰＳＯ算法，ＴＳＣＰＳＯ优化算法有效提高了单一模型和
分解集成模型的区间预测精度，并将普通 ＰＳＯ算法优化模型的 ＩＮＡＤ值由 ０．００７～９５．８４４降至 ０．００５～
０．１９５，其中将单一模型的 ＩＮＡＤ值由 ４８．８１３～９５．８４４降低至 ０．０４６～０．１９５，将分解集成模型的 ＩＮＡＤ值
由 ０．００７～０．０３４降低至 ０．００５～０．０１４。
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图 ３　各站径流序列的预测结果图

４．４　讨论　Ｄｕ等［１７］
和 Ｆａｎｇ等［１８］

的研究表明：将验证期内预报因子数据当作已知数据，构建分解集

成模型会导致 “虚假”的高精度预测结果，使该类模型难以满足实际预报工作。而本文提出的 ＶＭＤ－

ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型先将径流序列分解为率定期、测试期和验证期，然后逐步分解径流序列得到
子序列，最后根据率定期和测试期的子序列数据，应用 ＴＳＣＰＳＯ优化算法训练模型的 ４个未知参数。
由此可见，该模型在训练模型时并未使用验证期数据，这说明该模型可解决传统分解集成预测模型存

在的错误使用未来预测因子数据的问题。并且，本文构建的 ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型在正确开
发的基础上，在各站的 Ｒ２和 ＮＳＥ值均达到约 ０．９，且预测区间覆盖率高，宽度窄，说明该模型具有较
高的点预测和区间预测精度。因此，可将 ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型应用到实际预报工作中。

５　结论

为提高径流预测精度并量化预测结果的不确定性，本文提出一种新型 ＶＭＤ－ＳＶＭ－ＫＤＥ逐步分解
集成模型和新型 ＴＳＣＰＳＯ优化算法进行径流的点预测和区间预测。选用黄河流域 ４个水文站的月径流
数据对模型性能进行评估。通过对比 ＳＶＭ－ＰＳＯ、ＶＭＤ－ＳＶＭ－ＰＳＯ、ＳＶＭ－ＴＳＣＰＳＯ和 ＶＭＤ－ＳＶＭ－

ＴＳＣＰＳＯ模型的点预测结果，以及 ＳＶＭ－ＫＤＥ－ＰＳＯ、ＶＭＤ－ＳＶＭ－ＫＤＥ－ＰＳＯ、ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ和
ＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯ模型的区间预测结果，研究结果表明：（１）ＶＭＤ－ＳＶＭ－ＫＤＥ模型将单一
ＳＶＭ－ＫＤＥ模型的 Ｒ２和 ＮＳＥ值由 ０．１４５～０．６３０提升至 ０．８７２～０．９２１，ＩＮＡＤ值由 ０．０４６～９５．８４４降低至
０．００５～０．０３４，说明 ＶＭＤ－ＳＶＭ－ＫＤＥ模型可以显著改进单一 ＳＶＭ－ＫＤＥ模型的点预测和区间预测性能；
（２）相较于传统的一阶段 ＰＳＯ算法，ＴＳＣＰＳＯ优化算法将单一模型的 Ｒ２和 ＮＳＥ值由 ０．１４５～０．４８０提升
至 ０．３０９～０．６３０，ＩＮＡＤ值由 ４８．８１３～９５．８４４降低至 ０．０４６～０．１９５，将分解集成模型的 Ｒ２和 ＮＳＥ值由
０．８７２～０．９１２提升至 ０．８７６～０．９２１，ＩＮＡＤ值由 ０．００７～０．０３４降低至 ０．００５～０．０１４，说明 ＴＳＣＰＳＯ优化算
法可以克服 ＳＶＭ的过拟合问题，并能提高单一模型和分解集成模型的预测精度；（３）ＶＭＤ－ＳＶＭ－ＫＤＥ－

ＴＳＣＰＳＯ有效解决了传统分解集成预测模型存在的错误使用验证期内预报因子数据的问题，并在各站
的 Ｒ２和 ＮＳＥ值均约为 ０．９，ＩＮＡＤ值的范围为 ０．００５～０．０１４，具有更高的点预测和区间预测精度，可为
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分解集成水文预测模型的正确建立提供参考，也可为非平稳非线性水文序列的实际预报工作提供

依据。
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ｒｉｔｈｍ．ＴｈｅｍｏｎｔｈｌｙｒｕｎｏｆｆｓｅｒｉｅｓｏｆｔｈｅＹｅｌｌｏｗＲｉｖｅｒＢａｓｉｎｉｓｕｓｅｄｔｏｅｖａｌｕａｔｅｔｈｅｍｏｄｅｌｐｅｒｆｏｒｍａｎｃｅ，ａｎｄｔｈｅ
ｓｔｕｄｙｒｅｓｕｌｔｓｓｈｏｗｔｈａｔ：（１）ｔｈｅＶＭＤ－ＳＶＭ－ＫＤＥｍｏｄｅｌｉｍｐｒｏｖｅｓｔｈｅｃｏｅｆｆｉｃｉｅｎｔｏｆｄｅｔｅｒｍｉｎａｔｉｏｎ（Ｒ２）ａｎｄＮａｓｈ
ｅｆｆｉｃｉｅｎｃｙｃｏｅｆｆｉｃｉｅｎｔ（ＮＳＥ）ｖａｌｕｅｓｏｆｔｈｅｓｉｎｇｌｅＳＶＭ－ＫＤＥｍｏｄｅｌｆｒｏｍｔｈｅｒａｎｇｅｏｆ０．１４５ｔｏ０．６３０ｔｏｔｈｅｒａｎｇｅｏｆ
０．８７２ｔｏ０．９２１，ａｎｄｒｅｄｕｃｅｓｔｈｅｉｎｔｅｒｖａｌａｖｅｒａｇｅｄｅｖｉａｔｉｏｎ（ＩＮＡＤ）ｖａｌｕｅｓｆｒｏｍｔｈｅｒａｎｇｅｏｆ０．０４６ｔｏ９５．８４４ｔｏｔｈｅ
ｒａｎｇｅｏｆ０．００５ｔｏ０．０３４，ｉｎｄｉｃａｔｉｎｇｔｈａｔｔｈｅＶＭＤ－ＳＶＭ－ＫＤＥｍｏｄｅｌｓｉｇｎｉｆｉｃａｎｔｌｙｉｍｐｒｏｖｅｓｔｈｅｐｏｉｎｔｐｒｅｄｉｃｔｉｏｎａｎｄ
ｉｎｔｅｒｖａｌｐｒｅｄｉｃｔｉｏｎｐｅｒｆｏｒｍａｎｃｅｏｆａｓｉｎｇｌｅＳＶＭ－ＫＤＥｍｏｄｅｌ；（２）ｃｏｍｐａｒｅｄｗｉｔｈｔｈｅｔｒａｄｉｔｉｏｎａｌｏｎｅ－ｓｔａｇｅＰＳＯａｌ
ｇｏｒｉｔｈｍ，ｔｈｅＴＳＣＰＳＯａｌｇｏｒｉｔｈｍｉｍｐｒｏｖｅｓｔｈｅＲ２ ａｎｄＮＳＥｖａｌｕｅｓｏｆｔｈｅｓｉｎｇｌｅｍｏｄｅｌｆｒｏｍｔｈｅｒａｎｇｅｏｆ０．１４５ｔｏ
０．４８０ｔｏｔｈｅｒａｎｇｅｏｆ０．３０９ｔｏ０．６３０，ａｎｄｒｅｄｕｃｅｓｔｈｅＩＮＡＤｖａｌｕｅｆｒｏｍｔｈｅｒａｎｇｅｏｆ４８．８１３ｔｏ９５．８４４ｔｏｔｈｅｒａｎｇｅ
ｏｆ０．０４６ｔｏ０．１９５，ａｎｄａｌｓｏｉｍｐｒｏｖｅｓｔｈｅＲ２ａｎｄＮＳＥｖａｌｕｅｓｏｆｔｈｅｄｅｃｏｍｐｏｓｉｔｉｏｎｅｎｓｅｍｂｌｅｍｏｄｅｌｆｒｏｍｔｈｅｒａｎｇｅｏｆ
０．８７２ｔｏ０．９１２ｔｏｔｈｅｒａｎｇｅｏｆ０．８７６ｔｏ０．９２１，ａｎｄｒｅｄｕｃｅｓｔｈｅＩＮＡＤｖａｌｕｅｓｆｒｏｍｔｈｅｒａｎｇｅｏｆ０．００７ｔｏ０．０３４ｔｏｔｈｅ
ｒａｎｇｅｏｆ０．００５ｔｏ０．０１４，ｉｎｄｉｃａｔｉｎｇｔｈａｔｔｈｅＴＳＣＰＳＯｏｐｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍｏｖｅｒｃｏｍｅｓｔｈｅｏｖｅｒｆｉｔｔｉｎｇｐｒｏｂｌｅｍｏｆｓｕｐ
ｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅｍｏｄｅｌｓａｎｄｅｆｆｅｃｔｉｖｅｌｙｉｍｐｒｏｖｅｓｔｈｅｐｒｅｄｉｃｔｉｏｎａｃｃｕｒａｃｙｏｆｔｈｅｓｉｎｇｌｅａｎｄｄｅｃｏｍｐｏｓｉｔｉｏｎｅｎｓｅｍｂｌｅ
ｍｏｄｅｌｓ；（３）ｔｈｅＶＭＤ－ＳＶＭ－ＫＤＥ－ＴＳＣＰＳＯｍｏｄｅｌａｄｄｒｅｓｓｅｄｔｈｅｍｉｓｔａｋｅｓｏｆｔｒａｄｉｔｉｏｎａｌｄｅｃｏｍｐｏｓｉｔｉｏｎｅｎｓｅｍｂｌｅ
ｍｏｄｅｌｓｔｈａｔｆｏｒｅｃａｓｔｆａｃｔｏｒｄａｔａｏｆｖａｌｉｄａｔｉｏｎｐｅｒｉｏｄ，ａｎｄｈａｓｈｉｇｈｅｒａｃｃｕｒａｃｙｏｆｐｏｉｎｔｐｒｅｄｉｃｔｉｏｎａｎｄｉｎｔｅｒｖａｌｐｒｅｄｉｃ
ｔｉｏｎｗｉｔｈＲ２ａｎｄＮＳＥｖａｌｕｅｓｏｆａｂｏｕｔ０．９ａｎｄｔｈｅＩＮＡＤｖａｌｕｅｓｒａｎｇｉｎｇｆｒｏｍ０．００５ｔｏ０．０１４．ＴｈｅＶＭＤ－ＳＶＭ－ＫＤＥ－
ＴＳＣＰＳＯｍｏｄｅｌｃａｎｐｒｏｖｉｄｅａｂａｓｉｓｆｏｒｐｒａｃｔｉｃａｌｆｏｒｅｃａｓｔｉｎｇｏｆｎｏｎ－ｓｔａｔｉｏｎａｒｙａｎｄｎｏｎ－ｌｉｎｅａｒｈｙｄｒｏｌｏｇｉｃａｌｓｅｒｉｅｓ．
Ｋｅｙｗｏｒｄｓ：ｒｕｎｏｆｆｐｒｅｄｉｃｔｉｏｎ；ｉｎｔｅｒｖａｌｐｒｅｄｉｃｔｉｏｎ；ｄｅｃｏｍｐｏｓｉｔｉｏｎｅｎｓｅｍｂｌｅｍｏｄｅｌ；ｔｗｏ－ｓｔａｇｅｐａｒｔｉｃｌｅｓｗａｒｍｏｐ
ｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍ；ｖａｒｉａｂｌｅｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ；ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ
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